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آنها‌داده‌‌های‌سرعت‌برشی‌)Vs(‌می‌‌باشد.‌با‌توجه‌به‌هزینه‌

بــالای‌تهیه‌لاگ‌‌های‌صوتی‌به‌طور‌معمــول‌در‌همه‌چاه‌‌ها‌

وجود‌ندارد.‌همچنین‌در‌بیشــتر‌چاه‌‌های‌قدیمی‌نیز‌تهیه‌

نشــده‌‌اند.‌ازآنجایی‌که‌لاگ‌‌های‌مرسوم‌پتروفیزیکی‌در‌اصل‌

ویژگی‌‌های‌سنگ‌و‌سیال‌مخزن‌را‌نشان‌می‌‌دهند.‌بنابراین‌با‌

تحلیل‌دقیق‌داده‌‌ها‌می‌‌توان‌مقادیر‌لاگ‌صوتی‌را‌تخمین‌زد.

از‌مهم‌تریــن‌روش‌‌های‌تخمین‌این‌داده‌‌ها‌در‌گذشــته‌

)Tixier‌et‌al.,‌1975(می‌‌توان‌به‌روش‌رگرسیون‌چندگانه‌‌

اشــاره‌کرد.‌امروزه‌یکی‌از‌بهترین‌روش‌‌ها‌برای‌پیش‌بینی‌

داده‌‌های‌چاه‌‌هــای‌نفت‌با‌ضریب‌اطمینان‌بالا‌اســتفاده‌

‌)Rajabi‌et‌al.,‌2010;‌1از‌روش‌‌هــای‌یادگیری‌ماشــین

‌Ramcharitar‌ and‌ Hosein,‌ 2016;‌ Tariq‌ et‌ al.,

‌2017;‌ Zou,‌ 2019;‌ Anemangely‌ et‌ al.,‌ 2019;

)‌Hosseini‌et‌al.‌2021می‌‌باشــد.‌این‌روش‌‌ها‌با‌استفاده‌

از‌ترکیــب‌پارامترهای‌مختلف‌دیگر‌لاگ‌‌هــا،‌با‌به‌حداقل‌

رساندن‌خطا،‌پیش‌بینی‌بهتری‌نسبت‌به‌روش‌‌های‌خطی‌

ســاده‌دارد‌)Akhundi‌et‌al.,‌2014(.‌روش‌‌های‌یادگیری‌

ماشین‌به‌دو‌نوع‌اصلی‌یادگیری‌تحت‌نظارت‌و‌بدون‌نظارت‌

تقسیم‌می‌‌شــوند.‌یادگیری‌نظارت‌شده‌در‌مواردی‌اعمال‌

می‌‌شــود‌که‌در‌آنها‌مجموعه‌‌ای‌از‌ورودی‌‌ها‌و‌پاســخ‌‌های‌

شناخته‌شده‌موجود‌اســت،‌درحالی‌که‌در‌یادگیری‌بدون‌

نظارت،‌پاســخ‌در‌دسترس‌نیســت‌و‌روش‌سعی‌می‌‌کند‌

‌الگوهای‌طبیعی‌یا‌خوشــه‌‌ای‌را‌در‌داده‌‌ها‌شناســایی‌کند

)McGregor‌et‌al.,‌2004(.‌یادگیری‌تحت‌نظارت‌خود‌به‌

دو‌بخش‌الگوریتم‌رگرسیون‌و‌الگوریتم‌طبقه‌‌بندی‌تقسیم‌

می‌‌شود.‌برای‌تخمین‌و‌مدل‌سازی‌داده‌‌های‌پیوسته‌عددی‌

مانند‌لاگ‌‌های‌پتروفیزیکی‌از‌الگوریتم‌رگرســیون‌استفاده‌

می‌‌شــود.‌در‌این‌روش،‌مدل‌از‌لاگ‌‌های‌مشخص‌شده‌بر‌

اساس‌قرابت‌با‌لاگ‌مورد‌نظر‌برای‌تخمین،‌به‌عنوان‌ورودی‌

و‌خروجــی‌)لاگ‌انتخاب‌شــده(‌اســتفاده‌می‌‌کند‌و‌لاگ‌

تخمین‌زده‌را‌با‌لاگ‌اصلی‌مقایسه‌می‌‌کند.‌این‌عمل‌توسط‌

مــدل‌به‌طور‌مکرر‌انجام‌می‌‌گیرد‌تا‌بهترین‌لاگ‌تخمینی‌با‌

کمترین‌خطا‌به‌دست‌آید.

رگرســیون‌خطی‌به‌عنوان‌یــک‌الگوریتم‌رایج‌یادگیری‌

ماشین‌یک‌رابطه‌خطی‌بین‌ورودی‌‌ها‌و‌یک‌پاسخ‌بر‌اساس‌

به‌حداقل‌رســاندن‌مجموع‌اختلاف‌مجــذور‌فاصله‌بین‌

نقطه‌های‌داده‌واقعی‌و‌موارد‌پیش‌بینی‌شــده‌پیدا‌می‌‌کند‌

)Goldberger,‌1962;‌Forkuor‌et‌al.,‌2017(.‌بسته‌به‌

تعداد‌ورودی‌‌ها،‌این‌تکنیک‌را‌می‌‌توان‌رگرسیون‌خطی‌ساده‌

)فقــط‌یک‌ورودی(‌یا‌چندگانه‌)دارای‌بیش‌از‌یک‌ورودی(‌

نامید.‌شــبکه‌عصبی‌مصنوعی‌)ANN(‌به‌عنوان‌یک‌ابزار‌

مدل‌ســازی‌داده‌های‌آماری‌غیرخطی‌سعی‌در‌شبیه‌سازی‌

رفتار‌یک‌سیســتم‌متشــکل‌از‌نورون‌هــا‌دارد‌و‌می‌تواند‌

روابط‌پیچیده‌بین‌ورودی‌ها‌و‌خروجی‌ها‌را‌مدل‌سازی‌کند‌

‌.)Akhundi‌et‌al.,‌2014(یا‌الگوهایی‌را‌بین‌آنها‌بیابــد‌

شــبکه‌های‌عصبی‌ممکن‌اســت‌دارای‌لایه‌های‌ورودی،‌

.)Heiat,‌2002(لایه‌های‌پنهان‌و‌لایه‌های‌خروجی‌باشند‌

در‌ایــن‌مقاله‌بــرای‌تخمیــن‌لاگ‌صوتی‌برشــی‌از‌

‌support‌vectorروش‌‌های‌هوشمند‌یادگیری‌ماشین‌مانند‌

‌Linear و‌ ‌regression،‌ random‌ forest،‌ XGBoost

‌regressionو‌زبان‌برنامه‌نویسی‌پایتون‌استفاده‌شده‌است.‌

برای‌ارزیابــی‌و‌انتخاب‌بهترین‌مــدل‌از‌پارامترهای‌‌R2و‌

‌RMSEکه‌دقت‌لاگ‌تخمین‌زده‌شده‌را‌نشان‌خواهند‌داد،‌

استفاده‌شده‌است.‌مدل‌توضیح‌داده‌شده‌در‌بخش‌مخزنی‌

سازندهای‌کنگان‌و‌دالان‌در‌یکی‌از‌میدان‌های‌دریایی‌دور‌

از‌ساحل‌خلیج‌فارس‌انجام‌شده‌است.‌نتیجه‌های‌حاصل‌از‌

این‌مطالعه‌می‌‌تواند‌در‌برآورد‌پارامترهای‌مکانیک‌‌سنگی‌و‌

مدل‌سازی‌ژئومکانیکی‌با‌دقت‌بالا‌مورد‌استفاده‌قرار‌گیرد.

روش مطالعه
در‌این‌مطالعه‌داده‌‌هــای‌پتروفیزیکی‌از‌دوچاه‌در‌یکی‌

از‌میدان‌های‌نفتی‌خلیج‌فارس‌مورد‌اســتفاده‌قرار‌گرفته‌

است.‌چاه‌شماره‌‌Aحاوی‌نگارهای‌پتروفیزیکی‌از‌فهلیان‌تا‌

کنگان-دالان‌می‌‌باشد.‌با‌این‌وجود،‌نگار‌صوتی‌برشی‌فقط‌

در‌سازندهای‌فهلیان،‌هیث،‌سورمه،‌نیریز‌و‌دشتک‌موجود‌

اســت‌و‌در‌ســازندهای‌کنگان‌و‌دالان‌نگار‌صوتی‌برشــی‌

اندازه‌‌گیری‌نشــده‌است.‌در‌چاه‌شــماره‌B،‌از‌سازندهای‌

کنگان‌و‌دالان‌نگارهای‌پتروفیزیکی‌مرســوم‌موجود‌است.‌

همچنین‌در‌این‌چاه‌)B(‌اطلاعات‌اندازه‌‌گیری‌آزمایشگاهی‌

1. Machine learning
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ســرعت‌موج‌برشــی‌در‌بخش‌‌های‌کنــگان‌و‌دالان‌وجود‌

دارد.‌با‌این‌وجود‌نگار‌صوتی‌برشی‌در‌این‌بازه‌‌های‌مخزنی‌

اندازه‌‌گیری‌نشــده‌اســت.‌برای‌آموزش‌و‌یادگیری‌مدل‌از‌

اطلاعات‌چاه‌شــماره‌‌Aدر‌بخش‌حاوی‌نگار‌سرعت‌موج‌

برشی‌استفاده‌شده‌است.‌تست‌مدل‌بر‌اساس‌نتیجه‌های‌

حاصل‌از‌اطلاعات‌آزمایشگاهی‌مغزه‌در‌چاه‌شماره‌‌Bانجام‌

گرفته‌است.

در‌ابتدا‌بر‌اساس‌روابط‌ذاتی‌بین‌پارامترهای‌پتروفیزیکی‌

با‌سرعت‌برشی،‌پارامترهایی‌که‌رابطه‌شناخته‌شده‌با‌لاگ‌

صوتی‌دارند‌و‌همچنین‌این‌لاگ‌‌ها‌در‌تمام‌بخش‌‌های‌مورد‌

بررســی‌وجود‌دارند‌انتخاب‌شدند.‌داده‌‌ها‌به‌دو‌بخش‌‌70

و‌‌30درصدی‌برای‌آموزش‌مدل‌یادگیری‌ماشــین‌و‌ارزیابی‌

نهایی‌تقســیم‌و‌در‌ادامه‌برای‌یکسان‌ســازی‌تاثیر،‌نرمال‌

و‌با‌اســتفاده‌از‌فرمول‌‌های‌ریاضــی،‌داده‌‌های‌پرت‌حذف‌

می‌‌شوند.‌در‌مرحله‌بعد‌روش‌‌های‌مختلف‌یادگیری‌ماشین‌

برای‌تخمین‌لاگ‌صوتی‌برشــی‌استفاده‌شده‌و‌با‌استفاده‌

از‌پارامترهــای‌‌R2و‌RMSE،‌بهترین‌مدل‌انتخاب‌و‌برای‌

کاهش‌کلی‌گرایی‌یا‌جفت‌‌شــدگی‌زیــاد،‌از‌هایپرپارامترها‌

استفاده‌شد.‌در‌ادامه‌لاگ‌صوتی‌برشی‌تخمین‌زده‌شده‌در‌

چاه‌B،‌با‌داده‌‌های‌ســرعت‌برشی‌حاصل‌از‌مغزه‌در‌همان‌

چاه‌مقایسه‌و‌مورد‌ارزیابی‌قرار‌می‌‌گیرد‌)شکل‌1(.

شکل‌1.‌دسته‌بندی‌مراحل‌انجام‌مطالعه

مدل  های یادگیری ماشین
در‌ایــن‌بخش‌بــرای‌درک‌بهتر‌نتیجه‌هــای‌حاصله،‌

مدل‌‌های‌اســتفاده‌شــده‌برای‌تخمین‌لاگ‌صوتی‌برشی‌

به‌صورت‌مختصر‌توضیح‌داده‌شده‌است.

رگرسیون خطی1
رگرســیون‌خطی‌یک‌الگوریتم‌یادگیری‌ماشین‌است‌و‌

ارتباط‌بین‌داده‌‌ها‌را‌مشــخص‌می‌‌کند.‌دو‌نوع‌رگرسیون‌

خطی‌وجود‌دارد.‌نوع‌اول؛‌حالت‌ابتدایی‌آن‌می‌‌باشد‌و‌به‌

آن‌رگرسیون‌خطی‌سادهSLR(‌2(‌گفته‌می‌‌شود،‌ارتباط‌دو‌

نوع‌داده‌مشخص‌را‌با‌هم‌مقایسه‌می‌‌کند.‌معادله‌درجه‌یک‌

حاصل‌از‌این‌روش‌به‌ما‌اجازه‌می‌‌دهد‌در‌بخش‌‌هایی‌که‌یکی‌

از‌این‌داده‌‌ها‌وجود‌نداشته‌باشد،‌آن‌را‌تخمین‌زد.‌به‌عنوان‌

مثال‌ارتباط‌لاگ‌صوتی‌برشــی‌و‌لاگ‌صوتی‌فشارشی‌در‌

چاه‌‌هایی‌که‌هر‌دو‌لاگ‌موجود‌هستند.‌نوع‌دوم،‌رگرسیون‌

MLR(3(‌اســت.‌در‌این‌نوع‌رگرسیون‌یک‌ خطی‌چندگانه

1. near Regression (LR)
2. Simple Linear Regression (SLR)
3. Multiple Linear Regression (MLR)
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رابطه‌خطی‌بین‌چند‌نوع‌داده‌مســتقل‌)به‌عنوان‌مثال‌در‌

اینجــا‌لاگ‌‌هــای‌DTC,‌NPHI,‌RHOB‌&‌GR(‌و‌یک‌

داده‌وابســته‌)در‌اینجا‌DTS(‌مشخص‌می‌شود‌)معادله‌1(‌

.)Kuzmanovski‌and‌Aleksovska,‌2003(

٤ 
 

  
  مراحل انجام مطالعه يبنددسته .1شكل 

  هاي يادگيري ماشينمدل
رشي بتخمين لاگ صوتي  برايهاي استفاده شده مدل حاصله، هاينتيجه درك بهتر برايدر اين بخش 

  .ه استصورت مختصر توضيح داده شدبه

  2يرگرسيون خط
دو نوع رگرسيون كند. مشخص ميها را ارتباط بين داده ورگرسيون خطي يك الگوريتم يادگيري ماشين است 

، شودمي ه) گفتSLR( 3و به آن رگرسيون خطي ساده باشدحالت ابتدايي آن مي ؛خطي وجود دارد. نوع اول
دهد معادله درجه يك حاصل از اين روش به ما اجازه مي كند.را با هم مقايسه مي مشخص ارتباط دو نوع داده

عنوان مثال ارتباط لاگ صوتي به آن را تخمين زد.ها وجود نداشته باشد، اين داده هايي كه يكي ازدر بخش
 4چندگانهرگرسيون خطي  ،هايي كه هر دو لاگ موجود هستند. نوع دومبرشي و لاگ صوتي فشارشي در چاه

)MLR(  بهداده نوع چند يك رابطه خطي بين است. در اين نوع رگرسيون) عنوان مثال در اينجا مستقل
 )1معادله ( شودميمشخص  )DTSيك داده وابسته (در اينجا و  )DTC, NPHI, RHOB & GRهاي لاگ

)Kuzmanovski and Aleksovska, 2003(.  

𝑦𝑦  )1معادله ( 𝑦 𝑦𝑦0 +�𝑦𝑦�𝑥𝑥�
�

��1
 

x  وy (مستقل) و پارامتر خروجي (وابسته) هاي وروديبه ترتيب داده ،𝑦𝑦�  ضريب ورودي و𝑦𝑦0 عرض از مبدا  

                                                            
٢ Linear Regression (LR) 
٣ Simple Linear Regression (SLR) 
٤ Multiple Linear Regression (MLR) 

‌ معادله‌)1(‌

‌xو‌‌yبــه‌ترتیب‌داده‌‌های‌ورودی‌)وابســته(‌و‌پارامتر‌

خروجی‌)مستقل(،‌‌aiضریب‌ورودی‌و‌‌a0عرض‌از‌مبدا

رگرسیون جنگل تصادفی1

‌ایــن‌روش‌یادگیــری‌ماشــین‌کــه‌توســط‌بریمــن

)Breiman,‌2001(‌ارائــه‌شــد‌از‌تعــداد‌زیــادی‌درخت‌

تصمیم‌گیــری‌اســتفاده‌می‌‌‌‌کنــد‌تا‌یک‌مدل‌بــا‌چندین‌

تصمیم‌گیری‌ایجاد‌کند.‌در‌مدل‌درخت‌تصمیم‌گیری‌تمامی‌

داده‌‌ها‌به‌صورت‌یکجا‌استفاده‌می‌‌شوند،‌به‌این‌صورت‌که‌

داده‌‌ها‌به‌بخش‌‌های‌زیادی‌تقســیم‌می‌‌شــوند‌و‌هر‌بخش‌

به‌صورت‌جداگانه‌و‌مســتقل‌با‌مــدل‌درخت‌تصمیم‌گیری‌

ارزیابی‌می‌‌شوند.‌در‌نتیجه‌مدل،‌تعداد‌بسیار‌زیادی‌درخت‌

)مدل(‌آموزش‌دیده‌ایجاد‌می‌‌شود،‌به‌همین‌علت‌این‌روش‌

با‌عنوان‌جنگل‌تصادفی‌شناخته‌می‌‌شود.‌درنهایت‌جنگل‌

تصادفی‌یک‌مجموعه‌داده‌یکســان‌را‌در‌تمامی‌درخت‌‌ها‌

اجرا‌می‌‌کند.‌رایج‌ترین‌پیش‌بینی‌انجام‌شده‌توسط‌درخت‌‌ها‌

به‌عنوان‌خروجی‌اصلی‌انتخاب‌می‌‌شود.

رگرسیون ارتقا یافته2
رگرسیون‌ارتقا‌یافته‌از‌ترکیب‌چندین‌روش‌برای‌تصحیح‌

پیش‌بینی‌خود‌اســتفاده‌می‌‌کند.‌به‌این‌صورت‌که‌در‌ابتدا‌

با‌مدل‌‌های‌بسیار‌ســاده‌مانند‌میانگین‌داده‌‌ها،‌رگرسیون‌

خطی‌و‌غیره‌شــروع‌به‌پیش‌بینی‌می‌‌کند،‌ســپس‌در‌هر‌

مرحله‌با‌اضافه‌کردن‌مدل‌‌های‌دیگر،‌فاصله‌و‌خطای‌داده‌

پیش‌بینی‌شــده‌را‌از‌داده‌وابسته‌کاهش‌می‌‌دهد.‌بنابراین‌

مدل‌نهایی،‌یک‌مدل‌قدرتمند‌می‌‌باشد‌و‌می‌‌تواند‌الگوهایی‌

که‌بعضی‌از‌مدل‌‌ها‌نمی‌‌توانند‌تشــخیص‌دهند،‌بررسی‌و‌

پیدا‌کند.‌در‌نتیجه‌در‌مطالعاتی‌که‌تعداد‌داده‌‌ها‌بسیار‌زیاد‌

هستند‌و‌روابط‌غیرخطی‌دارند‌کارایی‌بالایی‌دارد.

رگرسیون بردار پشتیبان3
مدل‌رگرســیون‌بردار‌پشــتیبان‌که‌به‌‌SVRشناخته‌

می‌‌شود،‌با‌استفاده‌از‌تابع‌کرنل‌4مدل‌رگرسیونی‌قوی‌‌تری‌

‌.)Steinwart‌and‌Christmann,‌2008(را‌ایجاد‌می‌‌کند‌

تابع‌کرنل‌تابعی‌از‌فضای‌ورودی‌است.‌در‌این‌مقاله‌از‌تابع‌

کرنل‌نوع‌خطی‌اســتفاده‌شده‌اســت.‌هدف‌از‌مدل‌بردار‌

پشتیبان‌پیدا‌کردن‌خطی‌می‌‌باشد‌که‌بیشترین‌فضا‌)گستره‌

بافر(‌بین‌دو‌مجموعه‌داده‌را‌دارا‌باشد.‌داده‌بعدی‌که‌مورد‌

بررســی‌قرار‌می‌‌گیرد‌در‌صورت‌نزدیکــی‌به‌هر‌کدام‌از‌این‌

دسته‌‌ها‌برچسب‌همان‌مجموعه‌را‌به‌خود‌اختصاص‌خواهد‌

داد.‌در‌صــورت‌فاصله‌‌دار‌بــودن‌از‌دو‌مجموعه‌داده‌قبل‌

به‌عنوان‌مجموعه‌سوم‌شناســایی‌می‌‌شود.‌این‌مدل‌برای‌

سه‌بعدی‌از‌حالت‌خطی‌خارج‌می‌‌شود.

K-نزدیک ترین همسایه5
این‌الگوریتم‌با‌برچسب‌گذاری‌نقطه‌ها‌و‌یافتن‌نزدیک‌‌ترین‌

نقطــه‌به‌آن‌یک‌مجموعه‌با‌تعداد‌مشــخص‌)K(‌را‌ایجاد‌

می‌‌کند.‌به‌عنوان‌مثال‌اگر‌اندازه‌‌Kدر‌مدل‌‌10درنظر‌گرفته‌

شود،‌مدل‌به‌این‌تعداد،‌نزدیک‌‌ترین‌نقطه‌های‌اطراف‌یک‌

نقطه‌را‌در‌یک‌مجموعه‌قرار‌می‌‌دهد.‌در‌داده‌‌های‌عددی،‌

مــدل‌میانگین‌یا‌میانه‌اعداد‌هر‌مجموعه‌را‌به‌عنوان‌مقدار‌

کل‌این‌مجموعه‌که‌خود‌دیگر‌یک‌نقطه‌جدید‌است‌مشخص‌

می‌‌کند.‌این‌مدل‌علاوه‌بر‌پیش‌بینی‌داده‌‌ها‌در‌خوشه‌‌بندی‌

داده‌‌ها‌نیز‌بسیار‌موفق‌عمل‌می‌‌کند.

شبکه عصبی پرسپترون چند لایه6 1
این‌الگوریتم‌در‌واقع‌مجموعه‌‌ای‌از‌شــبکه‌های‌عصبی‌

مصنوعی‌اســت‌و‌حداقل‌دارای‌ســه‌لایه‌گره‌شامل:‌یک‌

لایه‌ورودی،‌یک‌لایه‌پنهان‌و‌یک‌لایه‌خروجی‌است.‌به‌جز‌

گره‌هــای‌ورودی،‌هر‌گــره‌یک‌نورون‌اســت‌و‌از‌یک‌تابع‌

فعال‌سازی‌غیرخطی‌استفاده‌می‌کند.‌این‌رگرسیون‌با‌توجه‌

به‌قدرت‌تمایز‌بالای‌آن‌برای‌داده‌هایی‌بسیار‌مفید‌است‌که‌

به‌صورت‌خطی‌قابل‌تفکیک‌نیستند.

1. Random forest
2. Gradient boosting regressor
3. Support vector regressor
4. Kernel
5. K neighbors regressor
6. MLP Regressor
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بحث
آماده سازی داده  ها

برای‌به‌دســت‌آوردن‌مدل‌پیش‌بینــی‌قابل‌اعتماد،‌

پیش‌پردازش‌داده‌‌ها‌برای‌شناسایی‌بازه‌‌ها‌و‌لاگ‌‌های‌مورد‌

استفاده‌دارای‌اهمیت‌می‌‌باشد.‌در‌این‌میدان‌تنها‌یک‌چاه‌

دارای‌لاگ‌صوتی‌برشی‌)‌1400متر(‌می‌‌باشد‌)بخش‌بالایی‌

چاه‌شــماره‌A(.‌داده‌‌ها‌در‌قالب‌فایل‌‌LASمورد‌استفاده‌

قرار‌گرفتند.‌برای‌انتخاب‌لاگ،‌باید‌لاگ‌‌هایی‌انتخاب‌شوند‌

که‌بیشترین‌تاثیر‌ذاتی‌را‌در‌مقادیر‌لاگ‌صوتی‌برشی‌داشته‌

باشــند‌و‌همچنین‌این‌لاگ‌‌ها‌در‌تمامی‌چاه‌‌های‌آموزشی‌

و‌هدف‌وجود‌داشــته‌باشند.‌بالا‌و‌پایین‌لاگ‌‌های‌مختلف‌

مشخص‌شــد‌و‌بازه‌‌های‌بدون‌داده‌1حذف‌شد‌)شکل‌2(.‌

همچنین‌باید‌این‌لاگ‌‌هــا‌از‌منظر‌ریاضیاتی‌با‌لاگ‌هدف‌

)لاگ‌صوتی‌برشــی(‌قرابت‌داشــته‌باشند.‌برای‌این‌هدف‌

از‌ضریب‌همبســتگی‌)CC(‌اســتفاده‌شده‌و‌همیشه‌بین‌

منفی‌یک‌و‌مثبت‌یک‌می‌‌باشــد‌به‌صورتــی‌که‌هر‌مقدار‌

به‌منفی‌یک‌نزدیک‌‌تر‌باشــند،‌نشان‌دهنده‌رابطه‌معکوس‌

قوی‌‌تر‌و‌هر‌مقدار‌به‌مثبت‌یک‌نزدیک‌باشــند‌نشان‌دهنده‌

رابطه‌مستقیم‌قوی‌تری‌می‌‌باشند.‌ضریب‌همبستگی‌صفر‌

نیز‌نداشتن‌ارتباط‌بین‌داده‌‌ها‌را‌نشان‌می‌‌دهد‌)شکل‌3(.‌

در‌نهایت،‌لاگ‌‌های‌انتخاب‌شده‌برای‌استفاده‌در‌مدل‌‌های‌

یادگیری‌ماشــین،‌شامل‌لاگ‌‌های‌گاما،‌نوترون،‌دنسیتی،‌

صوتی‌فشارشــی‌به‌عنوان‌ورودی‌و‌صوتی‌برشــی‌به‌عنوان‌
خروجی‌هدف‌می‌‌باشند.1

1. Null

شکل‌2.‌لاگ‌‌های‌انتخاب‌شده‌برای‌آموزش‌مدل‌‌های‌یادگیری‌ماشین
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تخمین لاگ صوتی برشی با استفاده از روش های یادگیری ماشین، و مقایسه با داده های حاصل از مغزه ...

برای‌حذف‌تاثیر‌اندازه‌یا‌واحد‌داده‌‌ها‌و‌یکسان‌ســازی‌

آنها،‌روش‌‌های‌متفاوتی‌برای‌نرمال‌‌سازی‌مورد‌استفاده‌قرار‌

گرفت.‌هدف‌از‌بررســی‌این‌روش‌‌ها‌انتخاب‌بهترین‌روش‌

ریاضیاتی‌بــرای‌نرمال‌کردن‌داده‌‌ها‌می‌‌باشــد.‌روش‌‌های‌

مورد‌اســتفاده‌شــامل‌انحراف‌معیار،‌جنگل‌انزوا،‌حداقل‌

کوواریانس‌و‌فاکتور‌پرتی‌می‌‌باشــند.‌بــرای‌انتخاب‌روش‌

نرمال‌سازی‌دو‌ویژگی‌مورد‌بررسی‌قرار‌گرفت.‌هر‌یک‌از‌این‌

روش‌ها‌برای‌نرمال‌سازی‌داده‌ها‌نیاز‌به‌حذف‌داده‌های‌پرت‌

دارند.‌بنابراین‌هر‌مقدار‌که‌تعداد‌این‌داده‌‌های‌حذف‌شده‌

کمتر‌باشد،‌روش‌استفاده‌شده‌می‌‌تواند‌منجر‌به‌نتیجه‌های‌

تخمین‌لاگ‌بهتری‌شود.‌با‌توجه‌به‌تعداد‌داده‌‌های‌حذف‌

شده‌که‌در‌جدول‌‌1آورده‌شده‌است،‌روش‌‌های‌انحراف‌معیار‌

و‌حداقل‌کوواریانس‌دارای‌کمترین‌داده‌حذف‌شده‌هستند.‌

‌در‌ادامه،‌نمودارهای‌باکس‌پلات‌رســم‌شــد‌)شکل‌4(.

با‌توجه‌به‌تعداد‌داده‌‌های‌حذف‌شــده،‌نمودار‌باکس‌پلات‌

رسم‌شده‌و‌همچنین‌تخمین‌اولیه‌لاگ‌صوتی،‌در‌این‌مقاله‌

برای‌نرمال‌سازی‌داده‌‌ها‌از‌روش‌انحراف‌معیار‌استفاده‌شده‌

است.

شکل‌3.‌ضریب‌همبستگی‌بین‌لاگ‌‌های‌موجود

جدول‌1.‌تعداد‌داده‌‌های‌باقیمانده‌از‌لاگ‌‌های‌انتخابی‌بعد‌از‌اعمال‌روش‌‌های‌نرم‌سازی‌مختلف

Outlier‌FactorIsolation‌ForestMin.‌CovarianceStandard‌Deviationلاگ‌های‌اولیه
28022002360239844003

توسعه مدل
برای‌تعیین‌درســتی‌عملکرد‌مدل‌‌های‌معرفی‌شــده،‌

داده‌‌های‌حاوی‌لاگ‌صوتی‌برشی‌به‌دو‌بخش‌تقسیم‌شدند.‌

بخش‌اول‌شــامل‌‌70درصد‌داده‌‌ها‌با‌هدف‌آموزش‌مدل‌و‌

بخش‌‌30درصدی‌با‌هدف‌تست‌مدل‌آموزش‌دیده‌تقسیم‌

‌شــد.‌همچنین‌مقادیر‌اندیس‌ارزیابــیR2(‌1(‌)معادله‌2(،

میانگین‌مربعات‌خطا‌2)معادله‌3(‌و‌ریشه‌میانگین‌مربع‌های‌

)معادله‌4(‌نیز‌برای‌تمامی‌مدل‌‌ها‌محاسبه‌و‌بهترین‌ 3 خطا

مدل‌برای‌ادامه‌کار‌انتخاب‌شــد‌)جدول‌2(.‌مقدار‌اندیس‌

ارزیابی‌بین‌صفر‌و‌یک‌می‌‌باشد‌و‌هر‌مقدار‌که‌عدد‌حاصله‌

1. Coefficient of determination
2. Mean squared error (MSE)
3. RMSE
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به‌یک‌نزدیک‌‌تر‌باشــد‌نشان‌‌دهنده‌هم‌بستگی‌بالاتر‌داده‌‌ها‌

می‌‌باشــد.‌میانگین‌مربع‌های‌خطا‌تفاوت‌بین‌مقدار‌اصلی‌

و‌مقــدار‌تخمین‌زده‌شــده‌را‌برآورد‌می‌‌کنــد‌و‌هرچه‌این‌

مقدار‌به‌صفر‌نزدیک‌تر‌باشــد،‌نشــان‌دهنده‌میزان‌خطای‌

محاسباتی‌کمتر‌می‌باشد.‌ولی‌ریشه‌میانگین‌مربعات‌خطا‌

رابطه‌معکوسی‌با‌همبستگی‌دارد،‌به‌این‌صورت‌که‌مقادیر‌

پایین‌نشــان‌‌دهنده‌هم‌بستگی‌بالاتر‌هستند.‌بر‌این‌اساس‌

روش‌‌های‌مختلف‌یادگیری‌ماشــین‌معرفی‌شده‌در‌بخش‌

قبلی‌مورد‌اســتفاده‌قرار‌گرفت‌و‌لاگ‌صوتی‌برشی‌تخمین‌

زده‌شده‌اســت.‌شــکل‌‌5نمودار‌پلات‌لاگ‌صوتی‌برشی‌

موجود‌و‌لاگ‌صوتی‌برشی‌تخمین‌زده‌شده‌را‌برای‌تمامی‌

روش‌‌ها‌نشان‌داده‌است.‌همچنین‌مقادیر‌اندیس‌ارزیابی‌و‌

ریشــه‌میانگین‌مربعات‌خطا‌برای‌تمامی‌روش‌‌ها‌محاسبه‌

شد‌)جدول‌2(.

٩ 
 

 
  سازيها بعد از نرمالداده پلات باكسنمودار  .4كل ش

  توسعه مدل
تقسيم به دو بخش  صوتي برشيهاي حاوي لاگ هاي معرفي شده، دادهعملكرد مدل درستيبراي تعيين 

درصدي با هدف تست مدل  30ها با هدف آموزش مدل و بخش درصد داده 70شدند. بخش اول شامل 
(معادله  13، ميانگين مربعات خطا)2(معادله  )2R( 12انديس ارزيابي . همچنين مقاديرشدتقسيم  موزش ديدهآ
و بهترين مدل براي ادامه كار  محاسبهها براي تمامي مدل زين )4(معادله  14خطا هايمربع نيانگيم شهيو ر )3

باشد و هر مقدار كه عدد حاصله به يك مقدار انديس ارزيابي بين صفر و يك مي. )2(جدول  شدانتخاب 
خطا تفاوت بين مقدار اصلي و  هايمربعميانگين باشد. ها ميبالاتر داده يبستگهمدهنده تر باشد نشاننزديك

دهنده ميزان خطاي تر باشد، نشانكند و هرچه اين مقدار به صفر نزديكمي وردآمقدار تخمين زده شده را بر
به اين صورت كه  ،رابطه معكوسي با همبستگي داردولي ريشه ميانگين مربعات خطا باشد. محاسباتي كمتر مي
يادگيري ماشين معرفي هاي مختلف بر اين اساس روش بستگي بالاتر هستند.دهنده هممقادير پايين نشان

نمودار پلات  5شده در بخش قبلي مورد استفاده قرار گرفت و لاگ صوتي برشي تخمين زده شده است. شكل 
ه است. ها نشان دادلاگ صوتي برشي موجود و لاگ صوتي برشي تخمين زده شده را براي تمامي روش

  ).2(جدول  ها محاسبه شدي تمامي روشبرا مربعات خطا نيانگيم شهيرهمچنين مقادير انديس ارزيابي و 
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١٢ Coefficient of determination 
١٣ Mean squared error (MSE) 
١٤ RMSE 

‌ معادله‌)2(‌
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𝑅𝑅𝑀𝑀𝑀𝑀𝑀𝑀  )4معادله ( 𝑀 √𝑀𝑀𝑀𝑀𝑀𝑀 

𝑦𝑦�  شده گيرياندازه مقدار ،𝑦𝑦��  شده بينيپيش مقدار  
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‌ معادله‌)4(‌
‌yiمقدار‌اندازه‌گیری‌شده،‌'‌yiمقدار‌پیش‌بینی‌شده

شکل‌4.‌نمودار‌باکس‌پلات‌داده‌‌ها‌بعد‌از‌نرمال‌‌سازی

جدول‌2.‌مقادیر‌اندیس‌ارزیابی‌و‌ریشه‌میانگین‌مربعات‌خطا‌برای‌مدل‌‌های‌مختلف

Index
‌MLP

Regressor
‌Random‌Forest

Regressor
‌Linear

Regression
SVR

‌Gradient‌Boosting
Regressor

‌K‌Neighbors
Regressor

R-squared 0.95 0.99 0.94 0.95 0.96 0.96

RMSE 0.228 0.087 0.256 0.226 0.205 0.188

MSE 0.05 0.01 0.07 0.05 0.04 0.04
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بر‌اساس‌نتیجه‌های‌حاصل‌در‌جدول‌‌2مدل‌رگرسیونی‌

جنگل‌تصادفی‌دارای‌بالاترین‌مقدار‌اندیس‌ارزیابی‌)0/99(‌

و‌کمترین‌مقدار‌ریشــه‌میانگین‌مربعات‌خطــا‌)0/09(،‌و‌

رگرســیون‌خطی‌چندگانــه‌دارای‌کمترین‌مقــدار‌اندیس‌

ارزیابی‌)0/94(‌با‌بیشترین‌مقدار‌برای‌ریشه‌میانگین‌مربعات‌

خطــا‌)0/26(‌بود.‌بنابراین‌مدل‌جنگل‌تصادفی‌برای‌ادامه‌

محاسبات‌انتخاب‌شد.‌مدل‌انتخاب‌شده‌در‌بخش‌داده‌‌های‌

تست‌نیز‌با‌دقت‌‌98درصد‌لاگ‌صوتی‌برشی‌را‌تخمین‌زد‌

و‌نشان‌دهنده‌دقت‌بالای‌مدل‌می‌‌باشد.

در‌ادامه‌برای‌کاهش‌حداقل‌خطا‌و‌دوری‌از‌خطای‌کلیت‌

بخشــی‌1یا‌بیش‌برازش‌2داده‌ها‌که‌در‌زمان‌خیلی‌پیچیده‌

بودن‌یا‌ســاده‌بودن‌مدل‌به‌وجود‌می‌‌آید،‌از‌هایپرپارامترها‌

برای‌بهینه‌کردن‌مدل‌استفاده‌شد.‌برای‌تعیین‌مقادیر‌بهینه‌

هایپرپارامترها‌از‌تابع‌‌GridSearchCVاســتفاده‌شد.‌این‌

تابع‌با‌جستجوی‌گسترده‌در‌شبکه‌داده‌‌ها،‌بهترین‌پارامترها‌

را‌بــرای‌مدل‌انتخاب‌می‌‌کند.‌هایپرپارامترهای‌به‌دســت‌

max_depth':‌40,'شــامل‌‌GridSearchCVآمده‌از‌تابع‌‌

‌min_samples_split':5' و‌ ‌'min_samples_leaf':‌ 5

‌RMSEمی‌‌باشند.‌اندیس‌ارزیابی‌در‌این‌حالت‌برابر‌‌0/98و‌

برابر‌‌0/18می‌‌باشد.‌بنابراین‌از‌این‌مدل‌نهایی‌برای‌تخمین‌

لاگ‌‌های‌صوتی‌برشــی‌استفاده‌شــد.‌شکل‌‌5سمت‌چپ‌

لاگ‌‌‌صوتی‌برشی‌تخمین‌زده‌شده‌در‌بخش‌داده‌‌های‌تست‌

در‌کنار‌لاگ‌صوتی‌برشی‌اولیه‌همان‌بازه‌را‌نشان‌می‌‌دهد.‌

همچنین‌در‌شکل‌‌6لاگ‌‌های‌‌‌صوتی‌برشی‌تخمین‌زده‌شده‌

ســازندهای‌کنگان-دالان‌در‌چاه‌‌Aو‌‌Bنشــان‌داده‌شده‌

است.

1. Generalization
2. Overfitting

شکل‌5.‌نمودار‌کراس‌پلات‌لاگ‌‌های‌صوتی‌برشی‌تخمین‌زده‌شده‌از‌روش‌‌های‌یادگیری‌ماشین‌در‌مقابل‌داده‌‌های‌لاگ‌صوتی‌برشی‌اصلی‌
)ثبت‌شده‌در‌چاه(
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مقایسه لاگ تخمین زده شده با داده  های مغزه
برای‌صحت‌‌ســنجی‌داده‌‌های‌لاگ‌‌های‌صوتی‌برشــی‌

به‌دست‌آمده‌در‌چاه‌‌های‌جدید،‌نیاز‌به‌مقایسه‌با‌داده‌‌های‌

صوتــی‌حاصل‌از‌مغــزه‌در‌همان‌بازه‌می‌‌‌‌باشــد.‌برای‌این‌

منظور‌پارامترهای‌سرعت‌مغزه‌‌ها‌با‌استفاده‌از‌روش‌تست‌

التراسونیک‌1محاسبه‌شده‌‌اند‌)جدول‌3(.‌در‌این‌مطالعه‌از‌

داده‌‌های‌‌10پلاگ‌برای‌اندازه‌‌گیری‌سرعت‌برشی‌و‌فشارشی‌

‌ASTM-D2845-83با‌ضخامت‌‌22میلی‌متر‌با‌استاندارد‌

)1985(‌برای‌ارزیابی‌سرعت‌موج‌‌های‌الاستیک‌مورد‌استفاده‌

قرار‌گرفته‌است.‌واحد‌داده‌‌های‌سرعت‌موج‌برشی‌حاصله،‌

متر‌بر‌ثانیه‌می‌‌باشد.‌بنابراین‌برای‌مقایسه‌با‌داده‌‌های‌صوتی‌

برشــی‌نیاز‌اســت،‌این‌داده‌‌ها‌به‌واحد‌میکروثانیه‌بر‌فوت‌

برگردانده‌شوند.‌بعد‌از‌انجام‌این‌تغییرات‌داده‌‌های‌حاصل‌

از‌مغزه‌بر‌روی‌لاگ‌صوتی‌برشــی‌تخمین‌زده‌شــده‌پلات‌

شکل‌‌7نشان‌می‌‌دهد‌روش‌مورد‌استفاده‌ شــد‌)شکل‌7(.

)تخمین‌لاگ‌صوتی‌برشی‌بر‌اساس‌مدل‌جنگل‌تصادفی(،‌

کارایی‌بســیار‌خوبی‌برای‌تخمین‌لاگ‌صوتی‌برشی‌از‌خود‌

نشــان‌می‌‌دهد.‌توزیع‌دوبعدی‌داده‌هــای‌حاصل‌از‌مغزه‌و‌

داده‌های‌تخمین‌زده‌شــده‌مقدار‌اندیــس‌ارزیابی‌‌0/96را‌

نشــان‌می‌‌دهد،‌با‌توجه‌به‌تعداد‌کم‌داده‌‌های‌مغزه،‌نتیجه‌

1. Ultrasonic

شــکل‌6.‌لاگ‌‌های‌صوتی‌برشی‌تخمین‌زده‌شــده‌در‌بخش‌آموزش‌چاه‌A،‌مقایسه‌لاگ‌صوتی‌برشی‌در‌داده‌‌های‌تست‌با‌لاگ‌صوتی‌برشی‌
Bو‌‌Aتخمین‌زده‌شده‌در‌همان‌بازه‌و‌لاگ‌های‌تخمین‌زده‌شده‌سازندهای‌دالان‌و‌کنگان‌در‌چاه‌های‌
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قابل‌قبولی‌می‌‌باشد.‌بنابراین‌می‌‌توان‌از‌این‌روش‌در‌تمامی‌

چاه‌‌های‌این‌میدان‌که‌داده‌لاگ‌صوتی‌برشی‌وجود‌ندارد،‌

استفاده‌کرد‌و‌لاگ‌صوتی‌برشی‌را‌تخمین‌زد.

Bجدول‌3.‌داده‌‌های‌سرعت‌موج‌برشی‌و‌فشارشی‌حاصله‌از‌مغزه‌در‌سازندهای‌دالان‌و‌کنگان‌در‌چاه‌

Sample‌No. Depth
Length
)mm(

Density
)g/cc(

Time
)μs(

Vp
)m/s(

Vs
)m/s(

DTs
)μs‌/f(

DTs-esti
)μs‌/f(

1 2311 86.5 2.97 14.5 5966 3178 96 96.0
2 2314 88 2.98 14.7 5986 3389 90 92.0
3 2319 91 2.95 17.8 5112 2919 104 104.0
4 2324 81.5 2.92 16 5094 2980 102 100.0
5 2337 86 2.94 14.1 6099 3251 94 92.0
6 2349 92 2.72 20.9 4402 3102 98 97.0
7 2366 86 2.89 13.4 6418 3540 86 88.0
8 2380 90 2.69 20.3 4433 2711 112 106.0

شکل‌A‌.7(‌توزیع‌دوبعدی‌زمان‌عبور‌موج‌برشی‌تخمین‌زده‌شده‌با‌نتیجه‌های‌اندازه‌گیری‌شده‌آزمایشگاهی،‌‌Bو‌C(‌پلات‌داده‌های‌صوتی‌
Bبرشی‌حاصل‌از‌مغزه‌بر‌روی‌لاگ‌صوتی‌برشی‌تخمین‌زده‌شده‌در‌چاه‌
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نتیجه گیری
لاگ‌صوتی‌برشی‌به‌دلیل‌هزینه‌بالا‌و‌زمان‌نمودارگیری‌

در‌چاه‌‌های‌محدودی‌گرفته‌می‌‌شــود.‌این‌لاگ‌در‌تفاسیر‌

پتروفیزیکــی،‌ســاخت‌مدل‌‌هــای‌پایداری‌دیــواره‌چاه‌و‌

مدل‌سازی‌های‌ژئومکانیکی‌از‌اهمیت‌بالایی‌برخوردار‌است.‌

مطالعه‌حاضر‌بــه‌تخمین‌لاگ‌صوتی‌برشــی‌از‌لاگ‌‌های‌

پتروفیزیکی‌معمول‌با‌استفاده‌از‌روش‌‌های‌یادگیری‌ماشین‌

پرداخته‌است.‌آماده‌‌ســازی‌و‌نرمال‌‌سازی‌داده‌‌ها‌در‌انجام‌

روش‌‌های‌یادگیری‌ماشــین‌اهمیت‌بالایــی‌دارد.‌در‌این‌

مطالعه‌برای‌این‌منظور‌از‌روش‌‌های‌مختلفی‌استفاده‌شد.‌

نرمال‌‌سازی‌با‌روش‌انحراف‌معیار‌بهترین‌نتیجه‌ها‌با‌کمترین‌

داده‌حذف‌شده‌را‌نشــان‌داد.‌این‌مطالعه‌نشان‌داد‌برای‌

تخمین‌لاگ‌صوتی‌برشــی‌در‌چاه‌‌های‌نفت،‌اســتفاده‌از‌

مدل‌‌های‌یادگیری‌ماشین‌بر‌پایه‌تصمیم‌گیری‌مانند‌جنگل‌

تصادفی‌بهترین‌نتیجه‌ها‌را‌خواهد‌داد.‌مقایســه‌نتیجه‌ها‌

در‌این‌مطالعه‌نشــان‌داد‌روش‌رگرسیونی‌جنگل‌تصادفی‌

کارایی‌بهتری‌نســبت‌به‌دیگر‌روش‌‌های‌مورد‌استفاده‌دارد‌

)با‌قدرت‌تخمین‌بالای‌‌98درصــد(.‌بنابراین‌از‌این‌روش‌

برای‌محاسبات‌استفاده‌شــد.‌در‌این‌روش‌اندیس‌ارزیابی‌

برای‌داده‌‌های‌آموزش‌و‌همچنین‌داده‌‌های‌تست‌‌98درصد‌

بود.‌همچنین‌برای‌صحت‌ســنجی،‌لاگ‌‌های‌تخمین‌زده‌

شده‌با‌داده‌‌های‌سرعت‌حاصل‌از‌مغزه‌مقایسه‌شد‌و‌نتایج‌

نشان‌دهنده‌قرابت‌بالای‌این‌داده‌‌ها‌)R2=0.96(‌می‌‌باشد.
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